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1. Introducao

Nos dltimos anos, os modelos de linguagem de grande porte (LLMs, do inglés Large Lan-
guage Models) vém ganhando crescente relevancia e visibilidade em diversos dominios
de aplicagao, transformando-se em ferramentas essenciais em areas como processamento
de linguagem natural (NLP) e assisténcia em atendimento ao cliente. A popularizacao
desses modelos se deve a sua capacidade de compreender e gerar texto de maneira semel-
hante a humana, gragas ao avanco em arquiteturas de rede neural e ao treinamento em
vastos conjuntos de dados textuais.

Os LLMs vém revolucionando também a criacdo de conteido, permitindo uma
nova era de criatividade assistida por algoritmos. Isso se deve a sua impressionante com-
peténcia em gerar textos criativos e contextualmente ricos. Esses modelos se mostram
capazes de imitar estilos, criar didlogos, desenvolver enredos e até mesmo redigir poesias
ou composi¢des musicais. A popularidade da IA generativa em campos como redagao
criativa, marketing digital e producao de jogos reflete a crescente aceitacdo dessa tecnolo-
gia como uma aliada no processo criativo.

Com a constante evolucao das habilidades de criacdao de contetido dos modelos de
IA generativa, surgem algumas questdes interessantes: O quao criativos esses modelos
realmente sdo? Como definir o que € criatividade para os LLMs? Como os textos gerados
por esses modelos se comparam a textos criados por humanos? Em especial, como os
textos gerados por LLMs se comparam a textos criados por autores literdrios?

Dados os questionamentos listados, o presente trabalho tem como objetivo princi-
pal explorar a presencga da criatividade e originalidade em textos gerados por LLMs, em
comparagdo com textos literdrios originais. A principal hipotese deste projeto é que a
criatividade e o encadeamento de ideias dos LLMs sao limitados em relacao as possi-
bilidades da criatividade humana. Por conta disso, foi escolhido um dominio altamente
criativo, como a literatura, para investigar a hipétese empiricamente.

2. Referencial Teorico

2.1. Criatividade em LLMs

A criatividade € uma habilidade inerente a natureza humana. Por conta dela, os seres
humanos foram capazes de inventar ferramentas originais e cada vez mais complexas,
movidos pela vontade de melhorar a qualidade de vida de um coletivo. Contudo, mesmo
sendo um conceito tdo difundido, existem divergéncias na sua defini¢do. Assim, para
uniformizar as ideias deste trabalho, trabalharemos com a definicao de [Boden 2003]: a
creatividade € a habilidade de inventar ideias ou artefatos que sdo novos, surpreendentes
e que possuem valor.

Alguns usos criativos de LLMs podem ser observados em [Zhu et al. 2023],
[Branch et al. 2024], [Marco et al. 2024] e [GoOmez-Rodriguez and Williams 2023].
Estes trabalhos ilustram diferentes contextos de uso criativo dos LLMs, tanto como pro-
tagonistas quanto coadjuvantes do processo criativo. Na maioria deles, temos a qualidade
de escrita desses modelos sendo colocada a prova, e a tendéncia geral observada é que,
enquanto os modelos apresentam uma escrita de qualidade, eles no geral apresentam uma
criatividade (ou originalidade) inferior em relacdo a textos escritos por humanos.



Virios estudos atuais tém examinado como os LLMs se comportam frente a tare-
fas criativas. [Zhao et al. 2024] fez adaptacdes em um famoso teste utilizado para men-
surar pensamento criativo (Torrance Tests of Creative Thinking, ou TTCT), avaliando
a performance de diversos LLMs 4 critérios: Fluéncia, Flexibilidade, Originalidade e
Elaboracdo. O estudo observou que estes modelos costumam ir bem no critério de
Elaborac¢do, porém deixam a desejar no quesito Originalidade, sugerindo que a criativi-
dade que eles aparentam ter nada mais € que uma imitagdo do pensamento humano, possi-
bilitado pelo seu extenso processo de treinamento. [Chakrabarty et al. 2024] também uti-
liza o TTCT como base, propondo novos testes que avaliam os mesmos critérios, porém
olhando para o processo de escrita criativa. Suas andlises mostram que as narrativas ger-
adas por LLMs falham 3 a 10 vezes mais nos testes propostos que histdrias criadas por
profissionais humanos.

3. Desenvolvimento do Projeto

Como definido na proposta do projeto, o elemento principal deste projeto € a comparagao
de textos gerados por LLMs com textos originais escritos por autores literarios. Dito
isso, para que os experimentos fossem robustos e fizessem sentido, uma série de decisdes
experimentais foram definidas j4 na proposta:

1. Foram escolhidas 3 autoras da lingua inglesa: Katherine Mansfield, Virginia
Woolf e Elizabeth Bowen. Selecionamos pelo menos 10 textos de cada uma delas,
os quais se encontram listados na Tabela 1.

2. O modelo usado para gerar textos foi o Llama3 8B, tanto em sua versao que faz
apenas predicao de préximo token (que chamaremos de Llama3-8B) como em
sua versdao que permite a passagem de um prompt de instru¢des para o modelo
(que chamaremos de Llama3-8B-Instruct).

3. Ambos os modelos receberam o prompt, que consiste nos primeiros 100 to-
kens (aproximadamente) de cada texto original como entrada, e geraram uma
continuacao para o texto. No caso do Llama3-8B-instruct, o prompt é precedido
da seguinte instrugdo: “Continue the story that follows below, keeping the style of
the story’s author”.

4. Para cada um dos textos das autoras, foram feitas 10 geracoes com o modelo, cada
geracao contendo no méaximo 500 tokens, de forma a ter um entendimento robusto
da qualidade dos textos gerados por meio de andlises detalhadas do conteudo do
texto.

5. Para fazer uma comparacgdo justa entre os textos, salvamos, além dos textos ger-
ados pelos modelos, também o trecho do texto que segue diretamente do prompt,
que mais se aproxima de ter 500 tokens: para isso, cortamos o trecho no ponto
final mais proximo do threshold de 500 tokens. Esse trecho, que chamaremos de
next, ¢ o que o modelo retornaria, se ele tivesse decorado o texto completo das
autoras.

O fluxo da geracao dos textos e do cédlculo das métricas pode ser visualizado de
forma esquemadtica na Figura 1. Toda a implementagao do cédigo foi feita em Python,
com a légica da geracdo de textos e do cdlculo de métricas separados em classes difer-
entes, para que fosse possivel regerar métricas em caso de erro, ou testar varias geracoes
diferentes sem necessariamente calcular as métricas (ambos os pontos foram muito im-
portantes na fase de testes do c6digo).



Table 1. Autoras e seus textos escolhidos para o projeto.

Katherine Mansfield Virginia Woolf Elizabeth Bowen
The Garden Party The Watering Place The Shadowy Third
The Young Girl The Symbol Breakfast
The Wind Blows The Searchlight All Saints
The Voyage Nurse Lugton’s Curtain The Return
The Stranger Mrs Dalloway in Bond Street The Lover
The Singing Lesson Monday or Tuesday The Evil that Men Do
The Little Governess Lappin and Lappinova The Confidante
The Escape Happiness Requiescat
Miss Brill Gipsy, the Mongrel Lunch
Her First Ball A Haunted House A Day in the Dark
Bank Holiday Daffodils
An Ideal Family
A Dill Pickle
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Figure 1. Fluxo da geracao dos textos e obtencio das métricas de interesse.

Para fazer a comparacao dos textos originais e gerados, implementamos diversas
métricas de avaliacdo de textos. Essas métricas podem ser segmentadas em 3 classes:

* Meétricas de Tokens: Apds a tokenizacdo dos textos, calculamos o Type-Token

Ratio (TTR), nimero de tokens por sentenca médio, o nimero de caracteres por
token médio, o nimero de unigramas, bigramas e trigramas tnicos e repetidos em
cada texto, e como esses tokens co-ocorrem entre o texto gerado, o prompt e o
next.

» Métricas Sintaticas: Calculamos a ocorréncia de classes gramaticais e relagdes
sintdticas com o uso da ferramenta UDPipe [Straka et al. 2016], e avaliamos a
legibilidade com a métrica Flesch [Kincaid et al. 1975] e a complexidade de en-
tendimento do texto pela métrica Mean Dependency Distance, que € um indice de
complexidade sintética e de carga de memoria.

* Métricas Geométricas: Com os embeddings dos textos em maos, calculamos a
area da envoltdria convexa (AEC) dos embeddings do texto e a distancia média
(DM) dos vetores dos embeddings até o centroide do texto, que € o vetor médio
de todos os embeddings que compdem o texto.

Como planejado na proposta, executamos o fluxo da Figura 1 para os modelos

Llama3-8B e Llama3-8B-Instruct, obtendo as métricas de interesse. Com as métricas em
maos, organizamos a analise dos resultados em 4 frentes principais:

* Avaliagdo de padrdes estilisticos dos textos por autora
* Avaliacdo qualitativa dos textos gerados
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Figure 2. Distribuicao do TTR dos textos originais por autora.

* Comparacao das métricas obtidas nos textos escritos pelos modelos e pelas autoras
* Anidlise das métricas geométricas calculadas sobre os embeddings dos textos

3.1. Padraoes estilisticos

Para avaliar os possiveis padrdes estilisticos a serem captados pelas métricas, foi
necessdrio, em primeiro lugar, escolher as métricas que possivelmente refletiriam escolhas
estilisticas com mais confianca e clareza.

Dentre as Métricas de Tokens, foram escolhidos o TTR e o nimero de tokens por
sentenca médio, pois eles refletem, respectivamente, a diversidade lexical e o tamanho
médio das sentencas presentes no texto. O TTR € calculado dividindo o numero de
palavras (aqui, tokens) unicas pelo nimero de palavras total do texto, e varia de 0 a 1.
Assim, um alto TTR indica um texto com maior diversidade lexical. J4 um alto nimero
de tokens por sentenca indica que o texto contém sentencas longas, o que aumenta a
complexidade do texto.

-

A Figura 2 mostra a distribuicdo do TTR dos textos originais, por autora. E
possivel perceber que, embora Woolf tenha a menor mediana de TTR, seus textos ap-
resentam a distribui¢do mais ampla em comparacdo com as demais, indicando que a
diversidade lexical em seus textos ndo parece seguir qualquer padrao. Por outro lado,
Bowen tem a maior mediana, e sua distribui¢do se encontra majoritariamente a direita
da mediana das demais, potencialmente indicando que ela é uma autora com uma maior
diversidade léxica, por padrio, em seus textos.

Na Figura 3, percebemos que Bowen parece utilizar sentengas com um maior
numero de tokens que as demais autoras, contribuindo para textos com sentencas mais
longas e, potencialmente, textos com ideias mais encadeadas, com necessidade de maior
janela de contexto. Mansfield, por outro lado, parece prezar por sentengas mais curtas,
com a maior parte dos seus textos tendo uma média de 15 a 21 tokens por sentenca.

Ja dentre as Métricas Sintaticas, escolhemos as métricas que refletem as
proporg¢des que as categorias de palavras presentes no conjunto de tags UPOS (Univer-
sal Part-of-Speech) representam em relacdo ao texto inteiro. As tags UPOS sdo parte do
Universal Dependencies, uma iniciativa para criar padroes de anotacdo de dependéncias
sintdticas e categorizacdo de palavras em diferentes linguas. Elas representam catego-
rias gramaticais amplas e universais para marcar palavras em uma sentenca. Com essas
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Figure 3. Distribuicao do niimero de tokens por sentenca dos textos originais por autora.

métricas, seria possivel entender se uma autora especifica usa mais adjetivos que as de-
mais, ou mais substantivos proprios, entre outros, revelando escolhas estilisticas.

Como as tags UPOS sao categorias amplas, abaixo temos uma listagem das 17

tags existentes, e o que cada uma delas representa.

ADJ (Adjective): Adjetivos, palavras que descrevem qualidades, propriedades ou
estados de substantivos.

ADP (Adposition): Preposicdes e posposicoes, usadas para relacionar palavras
na frase. Exemplo: em, de, por, com.

ADV (Adverb): Palavras que modificam verbos, adjetivos ou outros advérbios,
indicando circunstancias como tempo, lugar, modo ou grau. Exemplo: rapida-
mente, agora, aqui.

AUX (Auxiliary verb): Verbos auxiliares que acompanham verbos principais
para expressar tempos, aspectos, modos ou vozes. Exemplo: ser, estar, ter, haver
(quando usados em locugdes verbais).

CCONJ (Coordinating conjunction): Conjuncdes coordenativas que ligam
palavras, frases ou cldusulas de igual hierarquia. Exemplo: e, mas, ou.

DET (Determiner): Determinantes que especificam um substantivo em termos
de defini¢cdo, quantidade ou posse. Exemplo: o, uma, este, meu.

INTJ (Interjection): Interjei¢des que expressam emocio, exclamam ou reagem.
Exemplo: ah, uau, opa.

NOUN (Noun): Substantivos que denotam pessoas, lugares, objetos ou conceitos.
NUM (Numeral): Numeros cardinais ou ordinais.

PART (Particle): Palavras que ndo se encaixam bem em outras categorias, como
particulas de negacdo ou modais. Exemplo: ndo, que (em algumas construgdes).
PRON (Pronoun): Pronomes que substituem ou referem-se a substantivos. Ex-
emplo: ele, isso, quem.

PROPN (Proper noun): Substantivos préprios que designam nomes especificos
de pessoas, lugares ou organizagdes.

PUNCT (Punctuation): Pontuacdo, como virgulas, pontos ou pontos de
interrogacao.

SCONJ (Subordinating conjunction: Conjungdes subordinativas que intro-
duzem orag¢des subordinadas. Exemplo: porque, embora, se.

SYM (Symbol): Simbolos matematicos, monetarios ou outros nao alfabéticos.
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Figure 4. Ocorréncia média de pronomes nos textos, por autora.
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Figure 5. Ocorréncia média de substantivos nos textos, por autora.

* VERB (Verb): Verbos que denotam acdes, estados ou ocorréncias.
* X (Other): Palavras que ndo se encaixam em nenhuma outra categoria, geral-
mente palavras estrangeiras ou ndo identificiveis.

Para analisar se uma autora utiliza uma classe de palavras com maior ou menor
frequéncia que as demais, observamos as médias de ocorréncia de cada uma das tags por
autora. Nas Figuras 4, 5 e 6, € possivel perceber uma discrepancia maior entre as autoras
na frequéncia de uso de pronomes, substantivos e adjetivos, potencialmente indicando
que Bowen utiliza pronomes, Woolf utiliza substantivos e Mansfield utiliza adjetivos com
frequéncia significativamente superior as demais autoras.

Para as demais classes de palavras, ndo foi observada uma diferenca significativa
o suficiente para indicar um possivel padrao estilistico.

3.2. Comparacao de textos originais e gerados

Seguindo o exemplo das andlises da subsecdo 3.1, analisaremos comparativamente as
métricas de tokens e sintdticas obtidas nos textos gerados em relagdo as métricas dos
textos originais.

A Figura 7 mostra a distribuicdo do TTR dos textos originais e os gerados pelos
modelos instruct e base, por autora. E possivel perceber que o modelo base produz textos
com TTR geralmente mais baixo que os textos gerados pelo modelo instruct, embora a
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Figure 7. Distribuicao do TTR dos textos originais e gerados pelos modelos, por autora.

distribui¢ao do TTR dos textos gerados pelo modelo base seja mais ampla. Porém € bem
evidente que os textos originais possuem um TTR bastante superior, indicando que os
textos originais possuem mais diversidade 1éxica, que se relaciona de forma intrinseca
com a criatividade do texto.

Na Figura 8, vemos outra visao da distribuicdo de TTR para os textos originais e
gerados, desta vez olhando de texto a texto. Nela, € possivel notar que o TTR dos textos
originais € realmente significativamente superior ao dos textos gerados. Nota-se também
que, para a maioria dos textos, o modelo instruct retorna textos com TTR superior aos
textos gerados pelo modelo base.
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Figure 8. Distribuicao do TTR dos textos originais e gerados pelos modelos, por texto.
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Figure 9. Distribuicao do nimero de tokens por sentenca dos textos originais e gerados
pelos modelos, por texto.
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Figure 10. Ocorréncia de adjetivos nos textos originais e gerados pelo Llama3-8B-Instruct,
por autora.

Ainda dentro das métricas de token, podemos observar na Figura 9 que o nimero
de tokens por sentenca também apresenta variacdes entre os textos originais e os gerados,
porém nao foi notado nenhum padrdo nessa variacdo. Nota-se, porém, que alguns textos
possuem uma média de tokens por sentenga bastante discrepante da realidade.

Voltando as métricas sintéticas, as Figuras 10 a 16 ilustram a ocorréncia de difer-
entes classes gramaticais. As linhas nos gréaficos trazem a média ocorréncia de uma dada
classe nos textos originais, enquanto os pontos ilustram a ocorréncia da mesma classe em
cada um dos textos gerados.

As Figuras 10 a 15 dizem respeito a padrdes observados nos textos gerados pelo
modelo instruct, enquanto a Figura 16 diz respeito a uma tendéncia que ocorre no modelo
base.

Podemos ver que, no geral, os textos gerados pelo modelo instruct geram textos
com menos adjetivos (Fig 10) e advérbios (Fig 11), e mais auxiliares (Fig 12), conjuncdes
coordenativas (Fig 13), particulas (Fig 14) e pronomes (Fig 15), em relacdo aos textos
originais. O modelo base também reflete algumas tendéncias do instruct, como a presenca
de mais auxiliares, particulas e pronomes, € menos advérbios, porém ele demonstra uma
tendéncia inédita, de utilizar menos verbos que os textos originais (Fig 16).

Por dltimo, nos atentaremos a métrica Mean Dependency Distance (MDD), que é
um indicador da complexidade de dependéncias de um determinado texto. Quanto maior
o valor dessa métrica, mais profundas sdo as dependéncias sintdticas, ou seja, maior o
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Figure 11. Ocorréncia de advérbios nos textos originais e gerados pelo Llama3-8B-
Instruct, por autora.
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Figure 12. Ocorréncia de auxiliares nos textos originais e gerados pelo Llama3-8B-
Instruct, por autora.
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Figure 13. Ocorréncia de conjuncoes coordenativas nos textos originais e gerados pelo
Llama3-8B-Instruct, por autora.
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Figure 14. Ocorréncia de particulas nos textos originais e gerados pelo Llama3-8B-
Instruct, por autora.
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Figure 15. Ocorréncia de pronomes nos textos originais e gerados pelo Llama3-8B-
Instruct, por autora.
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Figure 16. Ocorréncia de verbos nos textos originais e gerados pelo Llama3-8B, por autora.

tamanho da janela de contexto necessdria para entender o texto como um todo. Temos,
na Tabela 2, a média da MDD para os textos originais, e para os gerados pelos modelos.
Observa-se uma grande discrepancia entre os valores minimo e maximo presentes para os
textos originais e para os textos gerados: a MDD dos textos originais fica dentro de um es-
copo muito especifico numericamente falando. Ja os textos gerados mostram uma ampla
variagdo desta métrica, o que nos traz a possibilidade de alguns dos textos gerados mais
extremos apresentarem relacdes sintdticas muito complexas, prejudicando a legibilidade
desses textos.

Percebe-se também que o modelo base afeta mais a MDD dos textos de Bowen e
Mansfield, enquanto o modelo instruct afeta mais Woolf e Mansfield, gerando textos que
aparentam ter um complexo encadeamento de ideias e de dependéncias sintaticas.

Table 2. Estatisticas relativas a métrica Mean Dependency Distance para os textos origi-
nais e gerados.

| Texto Original | Texto Llama3-8B | Texto Llama3-8B-Instruct |
MDD Minima - Maxima | Minima - Maxima Minima - Maxima
All texts [3.45 - 4.75] [2.17 - 87.63] [3.45 - 74.22]
MDD Média Média Média
Bowen 3.62 5.79 3.58
Woolf 3.82 3.98 5.37
Mansfield 3.72 5.03 5.09
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Figure 17. Média da area do fecho convexo dos embeddings dos textos originais e gerados
pelo Llama3-8B-Instruct.

3.3. Métricas geométricas

Um dos maiores interesses deste projeto € entender como os modelos reagem ao re-
ceber uma tarefa criativa (como a de continuar um texto de fic¢do), € o quanto esse
texto é realmente criativo ou nio. E dessa curiosidade que surgiu a ideia de calcular
métricas geométricas com base nos embeddings dos textos gerados, para entender se, de
alguma forma, esses embeddings tinham propriedades espaciais que pareciam limitadas
em relacdo as métricas obtidas a partir do texto original.

Uma das hipéteses iniciais que tinhamos € a de que, se calcularmos a envoltéria
convexa dos embeddings que compdem um texto, a envoltdria dos textos gerados terd uma
area inferior em relagdo a envoltdria do texto original. Porém, uma limitacao para inves-
tigar essa hipdtese € que s6 € possivel obter a envoltoria convexa de forma eficiente de
um vetor de até 10 dimensdes, e os embeddings possuem 4096 dimensdes. Dito isso, foi
necessdrio primeiro fazer uma reducio de dimensionalidade dos embeddings (utilizamos
UMAP para tal), na qual escolhemos manter apenas 2 dimensdes. Com os embeddings
no novo espaco vetorial, obtemos a envoltoria convexa utilizando a biblioteca scipy, e
finalmente calculamos a 4rea dessa envoltodria.

A Tabela 3 mostra, para cada um dos textos considerados e para ambos 0s mod-
elos instruct e base, a area da envoltoria convexa (AEC) do texto original e a média
dessa métrica levando em conta as 10 geracdes construindo a AEC dos textos gerados.
Percebe-se que AEC do texto original é um pouco diferente entre os 2 modelos, o que
faz total sentido, visto que os modelos tiveram processos de treinamento diferentes e,
consequentemente, nao tém embeddings idénticos.

E possivel perceber que, para o modelo base, temos apenas 8 textos cuja AEC do
texto original € superior a AEC média dos textos gerados. Para o modelo instruct, esse
nimero sobe para 24. Isso pode indicar que o modelo instruct tem menos sucesso em
escolher o proximo token de forma mais diversa do que o modelo base, que faz justamente
apenas predicao de proximo token. Podemos ver esse fendomeno ilustrado nas Figuras 17
e 18.

Outra métrica importante para este trabalho € a distancia média (DM) dos vetores
dos embeddings até o centroide do texto, que consiste na média dos embeddings que
compdem o texto. A hipétese que levantamos € que, se a DM dos textos originais for
superior a média das DMs dos textos gerados, para cada texto, entdo as autoras originais



Texto Orig-Instruct | Gen-Instruct | Orig-Base | Gen-Base
AN_IDEAL_FAMILY 192.98 173.35 190.51 216.46
A _DILL_PICKLE 202.38 151.04 234.98 374.95
A Day _in_the_Dark 271.09 234.63 191.1 257.94
A_HAUNTED _HOUSE 79.35 180.28 35.51 167.11
All_Saints 181.23 78.09 195.87 171.3
BANK_HOLIDAY 197.33 56.23 205.2 240.34
Breakfast 213.12 113.95 224.44 336.96
Daffodils 148.26 62.74 153.79 304.59
GIPSY,_.THE_MONGREL 314.86 76.51 219.33 235.14
HAPPINESS 171.43 94.02 168.59 336.55
HER_FIRST_BALL 155.79 100.64 162.56 336.34
LAPPIN AND LAPPINOVA 160.59 131.63 191.03 379.58
Lunch 328.14 63.86 169.81 328.78
MISS_BRILL 146.4 69.91 81.01 50.85
MONDAY OR TUESDAY 129.05 198.38 94.99 308.37
MRS_DALLOWAY IN_BOND_STREET | 91.07 137.76 87.08 321.98
NURSE_LUGTON’S_CURTAIN 178.78 257.27 196.0 415.03
Requiescat 147.05 63.64 175.05 133.34
THE_ESCAPE 199.5 57.42 195.97 282.63
THE_LITTLE_GOVERNESS 128.44 66.99 158.88 234.94
THE_SEARCHLIGHT 146.78 74.56 167.76 262.91
THE_SINGING_LESSON 100.32 103.28 116.9 220.14
THE_STRANGER 172.9 164.85 215.73 260.1
THE_SYMBOL 162.74 208.24 169.45 219.89
THE_VOYAGE 179.32 67.28 274.45 173.94
THE_WATERING _PLACE 128.61 181.65 116.6 138.36
THE_WIND_BLOWS 145.84 214.99 164.56 529.82
THE_YOUNG_GIRL 194.73 110.28 153.06 90.0
The_Confidante 201.44 60.63 321.58 313.36
The_Evil_that_ Men_Do 181.86 78.01 123.99 91.05
The Lover 167.44 55.47 233.11 96.16
The_Return 224.82 49.7 176.72 242.63
The_Shadowy_Third 157.35 172.15 186.32 210.74
the_garden_party 401.43 52.83 77.9 81.59
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Figure 18. Média da area do fecho convexo dos embeddings dos textos originais e gerados
pelo Llama3-8B.
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Figure 19. Média da distincia média ao centroide dos embeddings dos textos originais e
gerados pelo Llama3-8B-Instruct.

tendem a fazer escolhas de préximo token que o modelo ndo faria, e por isso, seus textos
possuem os embeddings mais espalhados pelo espago vetorial em que estdo contidos.
Como o modelo trabalha na l16gica de prever o proximo token mais provavel de ser o certo,
se a DM de um texto gerado € inferior a de um texto original, temos fortes indicacdes de
que os modelos t€m capacidades de originalidade e criatividade limitadas em relacdo as
autoras originais.

Nas Figuras 19 e 20, vemos a comparacao da DM obtida pelos textos originais e
pelos textos gerados pelos modelos. Embora a diferenca de DM seja pequena, percebe-se
que a DM dos textos originais é superior a dos textos gerados em 22 textos com modelo
instruct. Com o modelo base, esse nimero sobe para 34 textos, que consistem em todos
os textos sendo considerados no projeto.

Com esses resultados em maos, podemos concluir, com relativa seguranca, que
os modelos sdo, de fato, mais limitados na geragcao de textos originais do que as autoras
que fizeram uso da sua capacidade de criatividade, que € inerentemente humana, e que
ainda ndo foi replicada com sucesso pelos modelos de linguagem (a0 menos os modelos
examinados neste trabalho).

4. Conclusoes e Futuros trabalhos

Embora este trabalho conte com algumas limitacdes, foi possivel explorar extensivamente
as diferencgas entre os textos originais e os gerados pelos modelos com a utilizacdo de



B original
M Llama3-8B

Tare Tig Tige iy Yo Ty T 5 7 5 The P ¢
e gt % hZe e Je S’VQ K 7;; s 'Zv//’; I i S*/e\ \;‘/U/PSM""S 3% oyt /ﬁsy Hale s/; Z/ sore. 4,2{ e 5:76\2) %,;%/7 froq
7 (Z
%1 ,0:/ /VO\@? %4/'3 il/y ‘@ qu Q[Q K OQ 4/‘70(1 6/‘714/&0 ’%O” éfvobmo/‘) Zﬂfb ;‘S /\/5 "70 0 ‘l‘ © e ST Cst [/75»
rey iy U v Juesn, % S 0
o 14/ é‘s O/J/ 4,4/5 465 /77 S5 /?/V 5P, 4yj/Vo /J/Geé/s S b/,g 8,7\ o, oy
N P

"‘)58)

Figure 20. Média da distancia média ao centroide dos embeddings dos textos originais e
gerados pelo Llama3-8B.

métricas dos mais distintos tipos. As métricas sintdticas enriqueceram consideravelmente
a andlise, e as métricas geométricas, em especial, possibilitou a confirmacao parcial de
nossa principal hipétese. Para uma confirmacdo mais robusta da hipdtese, seria interes-
sante expandir esse trabalho de algumas formas. Por exemplo, faz sentido:

* Explorar outras familias de modelos de linguagem open-source, ou modelos pagos
que disponibilizem os embeddings do texto gerado;

* Explorar a grande variedade de métricas retornadas pelo UDPipe com a ajuda
de um especialista da drea, visto que temos muita informacdo disponivel a ser
analisada, mas que depende do conhecimento de um especialista;

* Inserir mais textos das autoras que escolhemos, dada a grande produgdo literdria
das 3;

 Utilizar textos de outros autores, ou até textos em portugues.

Este trabalho permite diversas pivotacdes e exploragdes, numa area de crescente
evolucdo, que sao os modelos de linguagem, e principalmente seu uso criativo.
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